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Aplicación de lógica difusa
y algoritmos genéticos para clasificación 
de tratamientos contra enfermedades 
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Application of fuzzy logic and genetic algorithms for classification of malignant neoplastic diseases treatments

Un clasificador difuso es un sistema que asigna una etiqueta 
de clase a un objeto basado en la descripción del mismo y 
hace uso de conjuntos difusos como parte de su operación. 
Su funcionamento puede ser optimizado mediante algorit-
mos genéticos, garantizando soluciones viables. El artículo 
propone un clasificador difuso optimizado utilizando un al-
goritmo genético hibridado con una técnica de agrupamiento 
difuso. Se implementa un prototipo y se evalua con conjun-
tos de datos referenciales sintéticos como posibles proble-
mas de clasificación de tratamientos contra enfermedades 
neoplásicas malignas. Se compara los resultados con otros 
clasificadores encontrados en la literatura sobre los mismos 
datos de prueba. La conclusión es que el método propuesto 
obtuvo resultados similares a los comparados con funciones 
de pertenencia más fáciles de interpretar.

Palabras Clave: lógica difusa, algoritmos genéticos, clasi-
ficador difuso, algoritmo genético híbrido, enfermedades 
neoplásicas malignas.

A fuzzy classifier is a system that assigns a class label to ob-
ject based on a description of it and makes use of fuzzy sets 
as part of its operation. Its functioning can be optimized using 
genetic algorithms, ensuring viable solutions. The paper pro-
poses a fuzzy classifier optimized using a genetic algorithm 
hybridized with a fuzzy clustering technique. A prototype is 
implemented and evaluated with synthetic reference data 
sets as possible classification problems treatments for ma-
lignant neoplastic diseases. The results are compared with 
other classifiers found in the literature on the same test data. 
The conclusion is that the proposed method obtained similar 
results with functions easier to interpret.

Keywords: fuzzy logic, genetic algorithms, fuzzy classifier, 
hybrid genetic algorithm, malignant neoplastic diseases 
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Introducción

En la actualidad los sistemas de clasificación son usados en 
aplicaciones de diversas áreas, desde clasificación automá-
tica de correo electrónico (spam), sugerencias de productos 
en tiendas virtuales, hasta en módulos de identificación de 
objetos en el creciente número de desarrollos de visión ar-
tificial1. Para ampliar su uso se deben mejorar cualidades 
como interpretabilidad y exactitud. La interpretabilidad de un 
sistema de clasificación es la capacidad de utilizar y producir 
elementos necesarios para el proceso de clasificación que 
sean fáciles de comprender y tengan sentido para un usuario 
humano. En un sistema difuso, estos elementos pueden ser: 
la base de reglas, los atributos y variables lingüísticas utiliza-
dos para representar un objeto. Por otra parte, la exactitud 
de un clasificador puede entenderse como la proporción de 
objetos clasificados correctamente.

Un clasificador difuso es un sistema de clasificación que in-
cluye el uso de conjuntos difusos o lógica difusa como parte 
de su operación o entrenamiento2. El clasificador predice la 
etiqueta de clase, mientras la descripción del objeto se pre-
senta en forma de un vector que contiene los valores de las 
características (atributos) considerados relevantes para la 
tarea de clasificación. Por lo general, el clasificador aprende 
a predecir las etiquetas de clase usando un algoritmo de en-
trenamiento y un conjunto de datos de entrenamiento. 

Cuando un conjunto de datos de entrenamiento no está dis-
ponible, un clasificador puede ser diseñado a partir de co-
nocimientos previos y experiencia. Una vez entrenado, el 
clasificador está preparado para funcionar en los objetos 
no conocidos2,3 Por esta razón, podría considerarse que un 
clasificador entrenado, se desempeña de manera autónoma 
sobre nuevos conjuntos de datos, sin que haya sido explíci-
tamente programado para tratar con cada caso específico. 
Se espera que los clasificadores difusos puedan separar co-
rrectamente un máximo número de patrones, mientras que 
el número de características y el número de reglas difusas 
puede mantenerse bajo para incrementar la generalidad del 
sistema y mejorar su interpretabilidad. 

Para un clasificador sencillo, se puede obtener un sistema de 
clasificación basado en información proporcionada por ex-
pertos humanos; sin embargo, es difícil construir un sistema 
de clasificación difusa para un sistema complejo, donde la 
experiencia del experto es incompleta4. Uno de los tipos de 
clasificador difuso, quizás el más común, es el basado en 
reglas si-entonces, donde cada una de las características del 
objeto es asociada a una variable lingüística a la cual perte-
nece con cierto grado. Este grado de pertenencia es repre-
sentado dentro del sistema con una función que se denomina 
función de pertenencia.

Los clasificadores difusos incluyen una variedad de paráme-
tros configurables, usualmente dependientes de la aprecia-
ción del diseñador o de la experiencia aportada por personas 
que se desempeñan en el área determinada. La identifica-

ción de los parámetros en un sistema difuso se compara a un 
problema de optimización, donde se busca determinar valo-
res para los parámetros que optimicen el clasificador basán-
dose en un criterio de evaluación dado. Por lo tanto, pueden 
también aplicarse técnicas de optimización y búsqueda para 
la identificación de parámetros5. Una técnica de optimización 
y búsqueda ampliamente estudiada, son los algoritmos ge-
néticos, destacados por un buen balance entre exploración y 
explotación del espacio de búsqueda6.

El aprendizaje efectivo de los datos para el correcto funcio-
namiento del clasificador difuso depende de parámetros aso-
ciados a los elementos del mismo. La selección puede ser 
realizada de manera manual con la ayuda del experto, sin 
embargo, a menudo resulta conveniente y más efectivo que 
estos sean generados automáticamente mediante la utiliza-
ción de una técnica de optimización y búsqueda. Los algorit-
mos genéticos, son una técnica de optimización y búsqueda 
que imita el proceso de evolución natural y en teoría presen-
tan un óptimo balance entre la exploración (búsqueda global) 
y explotación (búsqueda local) del espacio de búsqueda7. 
Pueden ser usados para la identificación de parámetros en el 
sistema de clasificación difuso. 

Estos algoritmos usan principios inspirados por la genética 
de la población natural, y proveen una búsqueda robusta en 
espacios complejos; de este modo ofrecen un enfoque válido 
a problemas que requieren búsquedas eficientes y eficaces6. 
También pueden ser hibridados con otras técnicas de optimi-
zación y búsqueda con el fin de aumentar sus capacidades. 
Por ejemplo, incorporar métodos de búsqueda local dentro 
de la operación de un algoritmo genético puede ayudar a 
superar la mayoría de los obstáculos que surgen como re-
sultado de tener tamaños de población finitos7. Además, un 
sistema híbrido puede acelerar la velocidad de convergencia 
mientras se preserva la capacidad del algoritmo genético de 
evitar quedar atrapado fácilmente en mínimos locales.

Tomando como base lo expuesto, la investigación propone 
diseñar un clasificador difuso optimizado mediante un algo-
ritmo genético híbrido.

Metodología

La investigación es proyectiva8, se inicia con una revisión 
documental de alternativas de optimización de los clasifica-
dores difusos, el uso de las técnicas de agrupamiento para 
la generación inicial de la base de reglas, maneras de opti-
mizar los parámetros de las funciones de pertenencia, cómo 
aplicar algoritmos genéticos para la identificación automática 
de dichos parámetros, cómo utilizar una función de objetivo 
múltiple para la maximización de la exactitud del clasificador, 
al igual que la minimización del conjunto de reglas para la 
conservación de la interpretabilidad de las variables lingüísti-
cas en el clasificador difuso. 

La siguiente fase es diseñar la arquitectura de construcción 
y las partes que lo conforman, incluyendo el sistema difuso 
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de clasificación y el algoritmo genético híbrido a dos fases 
para el entrenamiento, que optimiza los objetivos expuestos 
previamente. Luego, se implementa y evalúa el prototipo. Se 
evalúa teniendo en cuenta atributos como la exactitud del 
clasificador en relación al conjunto de datos de entrenamien-
to, es decir, la capacidad de aprender el patrón de datos de 
entrenamiento. La exactitud se mide con la capacidad de ge-
neralización, es decir, la capacidad de predecir correctamen-
te la etiqueta de clase de objetos no vistos anteriormente por 
el clasificador. 

También se tiene en cuenta la forma de las funciones de 
pertenencia, la cantidad de variables lingüísticas utilizadas, 
el tamaño del conjunto de reglas y la cantidad de variables 
utilizadas en las reglas, para realizar un análisis sobre la in-
terpretabilidad del sistema de clasificación y la capacidad de 
ser asimilado por un usuario humano para describir la tarea 
de clasificación. Finalmente, se compararan los resultados 
obtenidos sobre rendimiento e interpretabilidad con otros tra-
bajos y clasificadores reportados en la literatura sobre los 
mismos datos de prueba, para concluir sobre la efectividad 
del clasificador diseñado.

El desarrollo del trabajo se realiza siguiendo una metodolo-
gía de desarrollo iterativo e incremental. Se implementa un 
sistema de clasificación basado en reglas difusas de la forma 
si-entonces, que utiliza un algoritmo genético para optimizar 
la selección de los parámetros de las funciones de pertenen-
cia y la base de reglas durante el proceso de entrenamiento 
del clasificador (Figura 1). 

El algoritmo genético está a su vez hibridado con la técni-
ca de búsqueda Fuzzy C-Means Clustering, para mejorar su 
efectividad. El híbrido es un algoritmo a dos fases, que eje-
cuta la técnica de agrupamiento clustering para construir una 
base de reglas inicial, con el fin de aumentar la calidad de las 
soluciones y producir un sistema final considerablemente in-
terpretable. Posteriormente, se aplica un algoritmo genético 
modificado, que optimiza simultáneamente la base de reglas 

y los parámetros de las funciones de pertenencia, utilizando 
el sistema inicial como punto de partida para acelerar la ve-
locidad de convergencia en las regiones más prometedoras, 
sin dejar atrás su capacidad de exploración del espacio de 
búsqueda, los resultados de aplicar este algoritmo se mues-
tran en la Figura 2. 

La función de evaluación utilizada en el algoritmo genético 
está orientada a optimizar un objetivo múltiple: la maximiza-
ción de la exactitud del clasificador y aunado a la minimiza-
ción del número de reglas. Para la función multiobjetivo, el 
algoritmo genético incorpora una población con cadenas de 
implementación doble de codificación real para las funciones 
pertenencia y codificación binaria para el conjunto de reglas. 
Se utiliza, para cada uno de los atributos que describen el ob-
jeto a clasificar, un número de variables lingüísticas pequeño 
«tres», para contribuir en la mejora de la interpretabilidad. 

Resultados

En la evaluación del sistema, se comprueba con conjuntos 
de datos referenciales «benchmark»; el primer caso puede 
constituir un problema de clasificación de datos sintéticos 
que pueden representar un tipo de enfermedad «E1», cuyo 
estudio es común entre investigaciones de sistemas de cla-
sificación; y el segundo caso representa una variación en 
los datos que pueden representar una segunda enfermedad 
«E2». Con los resultados obtenidos se realizan comparacio-
nes de desempeño con otras investigaciones y sistemas de-
sarrollados.

El problema de clasificación de la data sintética 1 «DA1», es 
un problema referencial (benchmark) en estudios de clasifi-
cación y reconocimiento de patrones. Contiene 150 medidas 
que representan dos tratamientos para la enfermedad 1, con 
cuatro características; dos características para el tratamiento 
1 y dos características para el tratamiento 2; en 50 mues-
tras para cada una de tres tipos de pacientes clasificados por 
edad: pacientes menores de 20 años, pacientes entre 20 a 
40 años, y pacientes mayores de 40 años. 

El sistema propuesto, consta de tres funciones de pertenen-
cia representativas de tres variables lingüísticas: «corto», 

Figura 1. Algoritmo genético implementado

Figura 2. Resultados de aplicar el algoritmo genético
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«mediano» y «largo»; para cada una de las cuatro variables 
de entrada del clasificador, correspondientes a las caracte-
rísticas en el conjunto de datos. En la elaboración del siste-
ma de clasificación, se utiliza dentro del ambiente MATLAB, 
la herramienta Fuzzy Logic Toolbox, que provee funciones y 
aplicaciones para el análisis, diseño y simulación de siste-
mas basados en lógica difusa.

En una primera iteración se utilizaron funciones de pertenen-
cia triangulares para representar los valores de las variables 
lingüísticas. La base de reglas, presenta cuatro reglas pre-
viamente definidas por9, luego se establecen restricciones a 
las posibles variaciones en la distribución de funciones de 
pertenencia para simplificar el sistema de inferencia e incre-
mentar la interpretabilidad del sistema por un experto huma-
no. Se construye el algoritmo genético básico que tendría el 
objetivo de mejorar el porcentaje de exactitud en la clasifica-
ción de los datos de entrenamiento, únicamente optimizando 
los parámetros de las funciones de pertenencia de las varia-
bles de entrada. 

Luego de la ejecución de este sistema inicial, se observa un 
techo en el mejoramiento de la exactitud del clasificador en 
el problema de la Flor de Iris, que permite establecer crite-
rios para la generación de sistemas de clasificación difusos 
fácilmente interpretables y explicables por parte de humanos 
(Figura 3). En la segunda iteración, se disminuye las res-
tricciones establecidas en la primera iteración, con lo cual 
el espacio de búsqueda para la evolución de funciones de 
pertenencia resulta demasiado grande como para atender 
a condiciones de interpretabilidad. La cantidad de posibles 
soluciones no compensó la carga computacional agregada 
para el problema de E1.

Varios autores10,11, sugieren el uso de funciones de perte-
nencia Gaussianas, exponen que estas sirven para no dejar 
partes del espacio de entrada sin cubrir como sucede con 
las funciones de pertenencia triangulares2, al mismo tiempo 
que los modelos resultantes presentan mayor exactitud12. 
En la tercera iteración se utilizan funciones de pertenencia 
Gaussianas para representar los valores de las variables lin-
güísticas, obteniendo un mejor desempeño. Se diseñan dos 

versiones: una que permita la evolución independiente de 
los parámetros de las funciones; la otra tiene una restricción 
que mantiene una concordancia entre las funciones de per-
tenencia. El uso de funciones de pertenencia Gaussianas, 
en particular, las funciones de pertenencia independientes, 
muestran un incremento en techo de exactitud, aunque se 
obtiene una menor interpretabilidad.

En la cuarta iteración, se propone evolucionar la base de 
reglas del clasificador, junto con los parámetros de las fun-
ciones de pertenencia, con el fin de aumentar el proceso de 
optimización y crear un clasificador más complejo. Para evo-
lucionar la base de reglas simultáneamente con los paráme-
tros de las funciones de pertenencia, se modifica el algoritmo 
genético y la codificación de los cromosomas. Una parte de 
los cromosomas se codifican de forma mixta, conservando 
la codificación original para guardar los valores para los pa-
rámetros de las funciones de pertinencia. La otra porción de 
los cromosomas se codifican con una representación binaria, 
siendo más conveniente para representar la base de reglas. 

El uso de codificaciones de población mixtas resulta ser 
práctico para la optimización simultánea de elementos de 
diferente naturaleza, al mismo tiempo que los operadores 
modificados del algoritmo genético siguen manteniendo 
sus propiedades. El algoritmo genético funciona con buena 
efectividad sobre la optimización de objetivos múltiples, com-
probando que se puede generar un clasificador con un alto 
desempeño y mínimo número de reglas, aunque se utilicen 
pocas funciones de pertenencia.

Para la quinta iteración se desea mejorar la velocidad de 
convergencia del algoritmo genético y aumentar su capaci-
dad para conseguir mejores soluciones en la configuración 
del clasificador. Para ello se modifica el proceso de optimi-
zación, combinando el algoritmo genético con otra técnica 
de optimización y búsqueda, en sus estudios12,13,14 proponen 
la inicialización del espacio de búsqueda, utilizando métodos 
iterativos como algoritmos de agrupamiento para descubrir 
reglas difusas a partir de los datos de entrenamiento. El pro-
pósito de los algoritmos de agrupamiento es identificar agru-
paciones naturales en la información de conjuntos de datos 
amplios para producir una representación concisa del com-
portamiento de un sistema15. Fuzzy Logic Toolbox provee 
funciones para el análisis de datos a través de algoritmos de 
Clustering, entre ellos el algoritmo Fuzzy C-Means Clustering 
(FCM), el cual es una técnica de agrupamiento de datos, en 
el que cada punto de dato pertenece en cierto grado a cada 
grupo (cluster). 

El FCM produce principalmente dos resultados, el conjunto 
difuso que indica el valor de pertenencia de cada punto para 
cada grupo, y las coordenadas n-dimensionales de los centroi-
des o baricentros de los grupos. En otras investigaciones16,12, 
se utiliza Fuzzy Clustering para producir un número de grupos 
igual o mayor al número de clases posibles. Luego se formula 
una regla para cada grupo, de forma que cada variable de en-
trada corresponda a una sola función de pertenencia.

Figura 3. Funciones de pertenencia optimizadas mediante 
la primera iteración
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Se propone utilizar un nuevo método heurístico para la for-
mulación de reglas utilizando FCM como paso previo, en 
combinación a la optimización interpretada por el algoritmo 
genético, para lograr una hibridación en forma de algoritmo 
a dos fases. El método fija inicialmente la cantidad de funcio-
nes de pertenencia (variables lingüísticas) para determinar, 
a partir de los grupos, los parámetros de estas funciones en 
anticipación a la formulación de las reglas. 

El nuevo método propuesto para generar sistemas iniciales, 
evidencia ser más efectivo; utilizar un procedimiento heurís-
tico para derivar las funciones de pertenencia manteniendo 
las restricciones resulta ser práctico y de bajo costo compu-
tacional. Además, la inicialización del espacio de búsqueda 
genera mejores soluciones con respecto a la exactitud del 
clasificador, aunque el número de reglas no se pueda lle-
var al mínimo, las reglas pertenecientes a una misma clase 
resultan muy similares, permitiendo ser combinadas intui-
tivamente por un humano o algún algoritmo objeto de otro 
trabajo. La proposición del uso de tres variables lingüísticas 
facilita la formulación de las reglas en lenguaje humano au-
mentando aún más las interpretabilidad del sistema. La Fi-
gura 4 muestra las Funciones de Pertenencia Optimizadas 
mediante la quinta iteración.

Los problemas utilizados para la comprobación del presente 
trabajo, son problemas referenciales (benchmark) en estu-
dios de clasificación y reconocimiento de patrones. Esto per-
mite la comparación de los resultados con otros trabajos en 
la literatura. La Tabla 1 muestra los resultados de diferentes 
trabajos sobre el problema de clasificación con los mismos 
datos empleados en el caso de para tratamiento 1. Los tra-
bajos que obtienen mayor porcentaje de exactitud en la clasi-
ficación fueron los de12,17 sin embargo éstos usan un modelo 
de clasificador que emite como salida un único valor numéri-
co, el cual es extrapolado para obtener la etiqueta de clase.

Tabla 1: Desempeño de sistemas de clasificación de diferentes 
trabajos, con los mismos datos representados por E1

Estudios Cantidad 
características

Funciones 
pertenencia

Número 
de reglas

Clasificaciones 
correctas (%)

Svensson 
(2011) 4 3 4 95,3

Setnes y 
Roubos (2000) 4 2 2 99,3

Zong-Yi et al. 
(2006) 6 3 3 98,0

Ganesh y 
Devaraj (2010) 4 3 3 98,6

Elragal (2010) 4 2 2 100,0

Propuesto 4 3 5 99,3

Trabajar con un número de reglas menor al número de dos 
clases, que se interpolan para generar salidas de tres clases 
distintas, descarta la posibilidad de interpretación del sistema 
por parte de humanos. En contraste, el sistema utilizado en 
este trabajo emite una salida para cada clase y determina la 
etiqueta de clase mediante el principio de “el ganador se lo 
lleva todo” (winner-take-all). En cualquier caso, las funciones 
de pertenencia y las variables lingüísticas de este trabajo, po-
drían considerarse como las que poseen mayor sentido se-
mántico. Por otra parte, la Tabla 2 muestra los resultados de 
diferentes trabajos sobre el problema representados por E2.

Tabla 2: Desempeño de sistemas de clasificación de diferentes es-
tudios, problema Wine.

Estudios
Números de 

características
Funciones 

pertenencia

Número 
de 

reglas

Clasificaciones 
correctas (%)

Setnes y 
Roubos (2000)

9 3 3 98,3

Zong-Yi et al. 
(2006)

5 2 4 98,3

Ganesh y 
Devaraj (2010)

13 3 30 95,5

Elragal (2010) 13 3 3 95,6

Propuesto 13 3 4 98,88

Los estudios de12,13, incorporan un método de selección de 
características para reducir la cantidad de variables de entra-
das; sin embargo, no superan el porcentaje de exactitud de 
este estudio, que resulta ser el mayor de entre los trabajos 
comparados, con una cantidad viable de reglas. La minimiza-
ción de características podría ser un punto interesante de in-
corporar como objetivo adicional al método de optimización.

Conclusiones

El principal hallazgo es que el procedimiento heurístico para 
derivar las funciones de pertenencia manteniendo las restric-
ciones, de la quinta iteración resulta ser más efectivo y de 
bajo costo computacional. El clasificador propuesto genera 
resultados con exactitud, así como funciones de pertenencia 
con mayor sentido semántico, comparados con resultados 
de otros estudios contrastados.

Figura 4. Funciones de pertenencia optimizadas 
mediante la quinta iteración.
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Los resultados de esta investigación sugieren la posibilidad 
de implementar clasificadores difusos semejantes al diseña-
do en entornos donde se requiera la verificación o entendi-
miento de los procesos automáticos por parte del humano, 
reemplazando procesos de caja negra.
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