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ABSTRACT 

Chagas disease, caused by the parasite Trypanosoma 
cruzi, affects many people in Latin America. A blood 
test is the preferred method to generate a diagnosis of 
the disease; however, it is a time-consuming process, 
since it requires a lot of effort by experts to analyze large 
quantities of samples in the search of the presence of 
parasites. Implementation of automatic systems that 
facilitate the detection of the parasite in images of 
blood samples captured by microscope is very useful. 
Therefore, in this review article, the different scientific 
papers that use machine learning techniques to 
detect and segment the parasite Trypanosoma cruzi 
in digital images are described. 

INTRODUCCIÓN

De acuerdo con la Organización Mundial de la 
Salud (WHO, por sus siglas en inglés), la enfermedad 
de Chagas es una infección potencialmente mortal 
causada por el parásito Trypanosoma cruzi (figura 1) 
(WHO, 2020). 

La infección se transmite comúnmente a tra-
vés del contacto con insectos triatominos infectados 
con el parásito T. cruzi. Los insectos triatominos (figura 
2), también conocidos como chinches, habitan prin-
cipalmente en áreas rurales de Latinoamérica. Otras 
vías de transmisión son congénita, trasplante de ór-
ganos o transfusión de sangre (WHO, 2020).

Se estima que hay de 7 a 8 millones de per-
sonas en el mundo con la enfermedad de Chagas, 
cuya mayoría se encuentran en México, Centroa-
mérica y Sudamérica, con un promedio de más de 
10 mil muertes al año (WHO, s. f., 2020). Se calcula 

RESUMEN

La enfermedad de Chagas, causada por el parásito 
Trypanosoma cruzi, afecta a una gran cantidad de 
personas en Latinoamérica. Un análisis de sangre resulta 
el método preferido para generar un diagnóstico de 
la enfermedad; sin embargo, es un proceso tardado, 
ya que requiere de mucho esfuerzo de expertos 
para analizar grandes cantidades de muestras en 
búsqueda de parásitos. La implementación de 
sistemas automáticos que faciliten la detección 
del parásito en imágenes de muestras de sangre 
capturadas por microscopio es de gran utilidad. 
Por tanto, en este artículo de revisión se detallan los 
diferentes trabajos científicos que utilizan técnicas de 
aprendizaje automático para detectar y segmentar 
al parásito Trypanosoma cruzi en imágenes digitales.
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que más de 30% de pacientes infectados sufren pro-
blemas cardiacos, y más de 10% digestivos, neuroló-
gicos o mixtos (WHO, 2020). 

Durante la fase inicial de la enfermedad, que 
ocurre en los primeros dos meses después de la in-
fección, un gran número de parásitos circula por la 
sangre. Sigue la fase crónica, donde los parásitos 
se alojan principalmente en el corazón y en el siste-
ma digestivo, lo que dificulta su localización en una 
muestra de sangre común por medio de microsco-
pio (WHO, 2020). Es de suma importancia realizar los 
estudios de detección durante la fase inicial para 
obtener diagnósticos eficaces y un pronto trata-
miento de la enfermedad (WHO, 2020). Uno de los 

métodos para diagnosticar la enfermedad de Cha-
gas es a través de la prueba de ELISA (Egüez et al., 
2017; MedlinePlus, s. f.), la cual trata de una prueba 
de laboratorio para detectar anticuerpos en la san-
gre; aunque el método más conveniente para diag-
nosticarla es mediante el análisis de frotis sanguíneo 
(Egüez et al., 2017). Un frotis sanguíneo consiste en 
colocar una gota de sangre sobre un portaobjetos. 
Posteriormente, la muestra se tiñe para analizarla 
bajo el microscopio.

La detección de parásitos a través de inspec-
ción microscópica de frotis de sangre es una técni-
ca muy común y conveniente, pero en ocasiones 
requiere de mucho tiempo y esfuerzo, ya que invo-
lucra el análisis de muchas muestras de sangre (Gó-
rriz et al., 2018; Mehanian et al., 2017; Peñas, Rivera, 
& Naval, 2017; Poostchi, Silamut, Maude, Jaeger, & 
Thoma, 2018). Para este tipo de análisis un método 
de aprendizaje automático puede ayudar a auto-
matizar las actividades de observación bajo micros-
copio, ya que engloba técnicas y herramientas tec-
nológicas que permite a las computadoras realizar 
tareas complejas con alta exactitud (Sidey-Gibbons 
& Sidey-Gibbons, 2019). En aplicaciones médicas, los 
métodos basados en aprendizaje automático pue-
den ayudar a resolver problemáticas relacionadas 
con el diagnóstico y predicción de enfermedades 
(Magoulas & Prentza, 2001). 

Contar con un sistema automático que iden-
tifique al parásito T. cruzi podría eliminar o reducir el 
error humano en la observación de grandes volúme-
nes de muestras de sangre, especialmente durante 
la fase crónica de la enfermedad y en zonas alta-
mente endémicas. Por tanto, el propósito de este 
artículo fue describir los trabajos que implementan 
algoritmos de aprendizaje automático para la de-
tección del parásito de la enfermedad de Chagas, 
así como señalar las innovadoras técnicas de apren-
dizaje profundo, pertenecientes a una subárea de 
aprendizaje automático, aún no consideradas, que 
se pueden implementar para detectar la presencia 
del parásito estudiado.

Detección	y	segmentación	del	parásito T. cruzi
Un análisis de sangre es esencial para detectar y 
tratar con oportunidad el padecimiento. Existen 
otros métodos que requieren pruebas portátiles 
especializadas para la detección del parásito T. cruzi en 
una muestra de sangre. Uno de ellos es el denominado 
Chagas Stat-Pak, presentado por Ponce et al. (2005), 
cuyo método tiene 99.6% de sensibilidad y 99.9% de 
especificidad; este rendimiento es comparable al que 
se obtiene con una prueba de ELISA. Otro método 

Figura 1. Imagen de muestra sanguínea 
infectada con el parásito T. cruzi.
Imagen del equipo de investigación.

Figura 2. Ejemplar de un insecto triatomino.
Fotografía tomada de Guhl (marzo de 2008).
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que requiere una prueba portátil es el denominado 
Chagas Detect Plus (Egüez et al., 2017). Si bien estas 
pruebas portátiles para diagnosticar la enfermedad 
de Chagas son rápidas y eficaces, obligatoriamente 
se requiere algún método manual o serológico para 
emitir un diagnóstico preciso. En caso de un resultado 
positivo, el paciente debe iniciar el tratamiento 
correspondiente (Egüez et al., 2017).

Aunque la enfermedad de Chagas es una 
infección crónica potencialmente mortal para la 
población mundial, especialmente en zonas endé-
micas de Latinoamérica, en el área de aprendiza-
je automático y de visión por computadora se han 
reportado un número limitado de trabajos para la 
detección y segmentación del parásito T. cruzi en 
imágenes de muestras de sangre (Soberanis-Mukul, 
2014; Soberanis-Mukul, Uc-Cetina, Brito-Loeza, & Ruiz-
Piña, 2013; Uc-Cetina, Brito-Loeza, & Ruiz-Piña, 2013, 
2015).

Uc-Cetina et al. (2013) proponen la detección 
del parásito de Chagas en imágenes de muestras de 
sangre mediante un algoritmo basado en el análisis 
del discriminante gaussiano. Su método consiste en 
analizar la información presente en el canal verde 
de las imágenes para extraer un vector con 121 ca-
racterísticas relevantes en zonas de la imagen donde 
existan posibles núcleos de parásitos. El problema de 
clasificación consiste en distinguir si el vector de ca-
racterísticas corresponde a un agente infeccioso de 
Chagas o no. Para ello, los autores implementaron 
el análisis de discriminante de Gauss para la cons-
trucción de dos modelos: p(x|y= 1), que modela la 
distribución de características de lo que es parecido 
a un parásito, y p(x|y= 0), que modela la distribución 
de características de lo que no lo parece; donde y 
indica si un ejemplo es un parásito (y= 1) o no (y= 0).  

En la clasificación de un nuevo conjunto de 
pixeles de entrada se calculan las probabilidades 
del modelo bayesiano, y la mayor probabilidad indi-
cará la clase dominante de la muestra. Como paso 
final del algoritmo los autores implementaron un al-
goritmo de búsqueda para encontrar puntos negros 
en las imágenes, los cuales indican la presencia de 
posibles núcleos de parásitos. Por cada imagen de 
entrada, el algoritmo puede clasificar hasta 100 posi-
bles candidatos de núcleos. Su base de datos cuen-
ta con 120 imágenes, de las cuales 60 cuentan con 
presencia de parásitos. 

Los autores propusieron tres distintos modelos 
de experimentos, pero el que mejor obtuvo resulta-
dos fue el Experimento número 2 que aplicó el aná-
lisis de componentes principales (PCA) (Duda, Hart, 
& Stork, 2001) para reducir el tamaño del vector de 

características de entrada. Las tasas de rendimiento 
final que reportaron fueron 0.0167 en falsos negati-
vos, 0.1563 en falsos positivos, 0.8437 en verdaderos 
negativos y 0.9833 en verdaderos positivos. En la fi-
gura 3 se observa un ejemplo de la detección del 
parásito con el algoritmo de los autores.

En el trabajo presentado por Soberanis-Mukul 

Figura 3. Detección del parásito T. cruzi. a) Ejemplo de parásito; b) 
resultado de detección.
Fotografías tomadas de Uc-Cetina et al. (2013).

et al. (2013) se propone un algoritmo automatizado 
para detectar el agente infeccioso usando diversas 
técnicas de segmentación y clasificación en imáge-
nes de muestras de sangre. Su base de datos cuenta 
con 120 imágenes, de las cuales 60 tienen presencia 
de parásitos. En una primera etapa de preprocesa-
miento aplican una máscara con el fin de conser-
var información presente del cuerpo del parásito. La 
máscara es el resultado de una umbralización sobre 
la imagen que contiene la diferencia de los canales 
azul y verde, previamente calculada. Posteriormen-
te implementan un algoritmo de etiquetado para se-
parar las regiones de pixeles y contabilizar sus áreas, 
esto con el fin de conservar aquellas regiones cuyas 
áreas sean similares al de un posible parásito. Como 
resultado de esta etapa de preprocesamiento se 
calculan centroides en las imágenes a color en las 
ubicaciones de las regiones que se mantuvieron. 

La etapa de segmentación consiste en sepa-
rar el objeto de interés (parásito) del fondo. Para ello, 
un clasificador gaussiano se entrena con ejemplos 
positivos (lo que representa un objeto de interés) y 
negativos (lo que no lo representa). Si se calculan las 
probabilidades que se presentan en el modelo de 
decisión bayesiano, se obtienen regiones de pixeles 
de interés que pueden ser un parásito. Posteriormen-
te, los autores realizan una intersección de las imáge-
nes obtenidas en ambas etapas (preprocesamiento 
y segmentación) para conservar las regiones donde 
el área obtenida es clasificada como un parásito si 
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y sólo si también forma parte de la región de interés 
del resultado del método gaussiano.  

En una última etapa las imágenes que se man-
tuvieron en la intersección pasan por un clasificador 
de K vecinos más cercanos (Cover & Hart, 1967) pre-
viamente entrenado para realizar una clasificación 
binaria (si es o no es parásito). Después del entre-
namiento y pruebas los autores reportaron 98% de 
sensibilidad y 85% de especificidad. En la figura 4 se 
muestra un ejemplo de la segmentación del parásito 
de Chagas con el algoritmo de los autores.

El clasificador SVM (Vapnik, 1998) se entrenó 
con diversas características propuestas en Ross, Prit-
chard, Rubin y Dusé (2006). Los diversos experimentos 
que se realizaron fueron con los clasificadores pro-
puestos: 1) AdaBoost, 2) AdaBoost + postprocesa-
miento, 3) SVM con kernel lineal, 4) SVM con kernel 
polinomial, y 5) SVM con kernel RBF. La clasificación 
usando AdaBoost más un postprocesamiento ob-
tuvo los mejores resultados y reportó 100% de sensi-
bilidad y 93.25% de especificidad. En la figura 5 se 
muestra un ejemplo de la detección de T. cruzi con 
el algoritmo de los autores.

  

Figura 4. Detección del parásito T. cruzi. a) Ejemplo de parásito; b) 
resultado de segmentación.
Fotografías tomadas de Soberanis-Mukul et al. (2013).

En el trabajo de Uc-Cetina et al. (2015) se rea-
liza una comparación de dos algoritmos robustos, 
AdaBoost y máquinas de soporte vectorial (Support 
Vector Machine, SVM), para la tarea de detección 
de T. cruzi en imágenes de muestras de sangre. El 
proceso de detección del agente infeccioso imple-
mentando AdaBoost consiste en cuatro etapas: 1) 
adquisición de las imágenes, 2) preprocesamiento 
de las imágenes, 3) detección de posibles parásitos 
entrenando un clasificador binario AdaBoost alimen-
tado con características Haar específicas, y 4) un 
postprocesamiento usando una técnica enfocada 
en la acumulación de ADN entrenando una máqui-
na de soporte vectorial para descartar falsos positi-
vos.  

Es importante mencionar que las plantillas Haar 
(Viola & Jones, 2001) propuestas en Uc-Cetina et al. 
(2015) están diseñadas para representar la morfolo-
gía común del parásito de T. cruzi. Su base de datos 
cuenta con 120 imágenes, de las cuales 60 tienen 
presencia de parásitos. Los autores realizaron una 
comparación del proceso de detección antes men-
cionado (AdaBoost + SVM) con una implementación 
para reconocer el parásito de Chagas usando un 
único clasificador SVM. 

Figura 5. Detección del parásito T. cruzi. a) Ejemplo de parásito; b) 
resultado de detección. 
Fotografías tomadas de Uc-Cetina et al. (2015).

Soberanis-Mukul (2014) propone una compa-
ración de tres clasificadores (SVM, AdaBoost y redes 
neuronales artificiales) para detectar y segmentar 
el parásito T. cruzi. Su metodología consiste en tres 
etapas: 1) cómputo de súper pixeles, 2) extracción 
de las características óptimas, y 3) entrenamiento 
de cada clasificador: redes neuronales usando el 
algoritmo de retro propagación; AdaBoost usando 
ensamble de perceptrones; y máquinas de soporte 
vectorial. Los súper pixeles están formados por con-
juntos de pixeles que describen regiones continuas 
delimitadas a lo largo de la imagen.  

La propuesta de usar grupos de pixeles per-
mite que se extraigan características considerando 
el vecindario y la relación de los pixeles dentro de 
un grupo (Soberanis-Mukul, 2014). Su base de datos 
empleada consiste en 900 imágenes de ejemplos 
positivos (con parásitos) y 900 de negativos (sin pa-
rásitos). Los vectores de características de entrada 
para los clasificadores contienen distintos valores 
con base en espacios de color de los súper pixeles. 
En una primera etapa de la experimentación se es-
coge la configuración del vector de características 
que mejor desempeño obtenga en los tres clasifica-
dores propuestos por el autor. Posteriormente, com-
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para el desempeño de sus clasificadores contra tres 
algoritmos en el estado del arte: clasificador gaussia-
no, clasificador de Bayes y el algoritmo propuesto en 
Soberanis-Mukul (2012).  

Al finalizar la experimentación el autor reporta 
que el clasificador gaussiano presentó el menor error 
cuadrático medio con 0.18568, seguido del clasifica-
dor SVM propuesto por el autor (con un tamaño de 
súper pixel de 100) que obtuvo 0.22635 y, por último, 
el clasificador usando redes neuronales con un error 
de 0.361. En la figura 6 se muestra un ejemplo de 
los resultados de clasificación para una imagen de 
entrada. El autor concluye que la técnica de súper 
pixeles permite adaptarse a los contornos del conte-
nido de las imágenes, lo cual aísla de forma parcial 
o total el objeto de interés del fondo durante la cla-
sificación.

DISCUSIÓN

En la tabla 1 se resumen los trabajos previamente 
descritos basados en aprendizaje automático para 
la detección de la enfermedad de Chagas. Dichos 
estudios implementan algoritmos de aprendizaje 
automático que se entrenan con características que 
los autores proponen después de analizar las imágenes. 
Si bien para los trabajos descritos ha resultado 
adecuado definir empíricamente las características a 
utilizar para la detección o segmentación del parásito, 
existen otras metodologías pertenecientes al área 

de aprendizaje profundo que aprenden a extraer 
automáticamente las características más importantes 
y las procesan según su requerimiento; de esta forma, 
se evita tener que proponer manualmente el conjunto 
de características que alimentarán al algoritmo de 
detección o segmentación (Deep & Chokkalingam, 
2019; Górriz et al., 2018; Poostchi et al., 2018). 

 Aunque los trabajos existentes no destacan 
por tener un alto desempeño de detección y re-
portan un elevado valor de falsos negativos (lo que 
indicaría que una persona no esté infectada erró-
neamente), es un buen comienzo para apoyar en 
el diagnóstico de la enfermedad de Chagas. Algo-
ritmos basados en las redes neuronales convolucio-
nales (CNN) de aprendizaje profundo para el análisis 
de imágenes biomédicas,  se han convertido rápi-
damente en una metodología de uso debido al alto 
desempeño que se ha obtenido en los resultados de 
clasificación, detección y segmentación de objetos 
(Dong, Jiang, Shen, & Pan, 2017a; Dong et al., 2017b; 
Gopakumar, Swetha, Sai-Siva, & Sai-Subrahmanyam, 
2018; Górriz et al., 2018; Liang et al., 2016; Mehanian 
et al., 2017; Peñas et al., 2017; Quinn et al., 2016). 
Sin embargo, estas técnicas no han sido exploradas 
para la detección de la presencia de T. cruzi, donde 
el reto principal es contar con un gran número de 
imágenes de entrenamiento (Razzak, Naz, & Zaib, 
2018) para que el algoritmo pueda aprender y ob-
tener los resultados de detección y/o segmentación 
del parásito causante de la enfermedad estudiada. 

Figura 6. Ejemplo de la segmentación. a) Imagen original; b) segmentación manual; c), d) y e) segmentaciones 
con SVM y súper pixeles de 50, 100 y 150, respectivamente; f) clasificación gaussiana; g) clasificación bayesiana; 
h) clasificación con método de Soberanis-Mukul (2012); i) clasificación con redes neuronales. 
Fotografías tomadas de Soberanis-Mukul (2014).
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Tabla 1
Comparación de los trabajos descritos para detectar y segmentar el parásito T. cruzi

Nota: Elaboración propia.

CONCLUSIONES

La enfermedad de Chagas es una infección 
crónica parasitaría ocasionada por el agente infec-
cioso T. cruzi. De los métodos para realizar un diag-
nóstico de la enfermedad, el más común es el análisis 
de frotis de sangre. Sin embargo, este método manu-
al requiere de tiempo y esfuerzo, especialmente para 
analizar grandes cantidades de muestras de sangre, 
por ejemplo, pacientes en fase crónica, o en zonas 
altamente endémicas. Los trabajos reportados hasta 
ahora son de métodos tradicionales de aprendizaje 
automático para la detección y segmentación de 
los parásitos en imágenes de muestras de sangre; es-
tos destacan por la facilidad de corroborar que la 
muestra que se detectó como infectada sea correc-

ta, lo que reduce el esfuerzo y el tiempo necesarios. 
Sin embargo, aún no destacan por tener alta eficien-
cia, pero es buen comienzo para apoyar en el diag-
nóstico de la infección parasitaria que causa afecci-
ones de consideración en Latinoamérica. Mediante 
metodologías avanzadas de aprendizaje profundo 
en tendencia es posible aumentar la eficiencia de 
los métodos actuales, dados los prometedores resul-
tados que estas innovadoras técnicas han reportado 
en el análisis de imágenes biomédicas. 
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